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Abstract: Introduction to flexible industrial systems causes in exact and safe systems of preliminary treatment and control. Considerable complicating of steering programs and growing requirements to reliability have led to occurrence of workings out of intellectual control systems by technological plants. In paper applications of artificial neural nets in diagnostics and management of the treating centers are circumscribed. Outcomes of researches on structure of an electric wave and an EMF of cutting are given.
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Системы управления на основе алгоритмов нечеткой логики в последнее время привлекает огромное внимание. Внедрение гибким производственным системам вызывает необходимость в точных и надёжных системах диагностики и управления. Значительное усложнение управляющих программ и растущие требования к надёжности привели к появлению разработок интеллектуальных систем управления технологическими объектами[1]. Они включают в себя блок диагностики процессов и блок управление технологическими объектами на основе “мягкой” логики. При нейросетевом адаптивном управлении, нейронная сеть используется, чтобы идентифицировать параметры системы и настройки регуляторов в обычной структуре адаптивного управления. Ряд работ за последние несколько лет отображают прогресс в нейросетевом адаптивных системах управления [2,3]. Однако большинство алгоритмов имеет достаточно существенный недостаток: отсутствие блока выбора наиболее подходящих диагностических каналов под конкретную задачу.

В системах диагностики и стабилизации качества особые требования предъявляются к диагностическим датчикам. Главные, и зачастую противоречивые требования, предъявляемые к ним, это высокая информативность получаемого сигнала, максимальная надёжность работы в условиях близости зоны резания и минимальные неудобства от его расположения.

С развитием интеллектуальных алгоритмов приоритеты выбора типа диагностических каналов смещаются в другую сторону. При использовании интеллектуальных алгоритмов, выбор типа диагностических каналов основывается на принципах: удобства работы в непосредственной близости от зоны резания, надёжности поступления сигнала и всей конструкции датчика. В то же время, вопрос, которому уделяется повышенное внимание в существующих системах, а именно просто выделение полезной информации, в интеллектуальных алгоритмах уходит на второй план. Это справедливо и для разработанного алгоритма. Особенности в выборе типа диагностического канала появляются только в случае, когда в результате необходимо получить информацию не только о процессах в зоне резания. Например, при выборе датчиков для определения текущих оборотов шпинделя на холостом ходу.

Большинство методик контроля и диагностики технологических процессов базируются на анализе сигналов от датчиков, установленных в различных точках технологической системы. Кроме измерения амплитуды сигнала, применяются методики базирующиеся на анализе данных после спектральных преобразований (например, быстрое преобразование Фурье, вейвлет-преобразование и др.) При этом существуют ограничения на общий объём входной информации, связанные с техническими характеристиками применяемых аппаратных средств. Это, несомненно, приводит к значительным потерям информации о диагностируемых процессах.

Разработка нового вида математических моделей – нейросетевых, позволяет повысить скорость определения информативности предварительной обработки сигнала. Это позволяет без предварительного выбора корреляционной функции определять зависимость между спектром диагностических сигналов и интересуемыми технологическими параметрами.

Суть методики состоит в следующем. В режиме обучения нейронной сети на её входы подают спектральные данные. В качестве обучающих данных используют необходимые технологические параметры, например глубину резания или один из параметров качества поверхностного слоя. Далее производится процесс обучения нейросети, а затем анализируется полученная структура и количества правильных решений нейромодели. Увеличение количества правильных решений указывает на существование корреляционной связи между входными и выходными данными [4]. Следует отметить, что полученное решение может соответствовать информативности входных данных только при условии правильности решения задачи хотя бы при одном из режимов спектрального преобразования. Отсутствие правильных решений в нейросети может быть обусловлена не только отсутствием корреляции между входными и выходными данными, но и неправильным выбором структуры сети. Процесс обучения стремится минимизировать целевую функцию, но может попасть, как в ловушку, в неудачное решение.

Проблема ловушки локальных минимумов актуальна во всех алгоритмах обучения, основанным на поиске минимума, включая персептрон и сети обратного распространения, и представляют серьезную и широко распространенную трудность, которой часто не замечают. Стохастические методы позволяют решить эту проблему. Искусственные нейронные сети могут обучаться по существу тем же самым образом посредством случайной коррекции весов. Вначале делаются большие случайные коррекции с сохранением только тех изменений весов, которые уменьшают целевую функцию. Затем средний размер шага постепенно уменьшается, в конце концов достигается и глобальный минимум.

Если в одном из каналов обучение происходит, а в другого нет, то последний не рекомендуется применять в диагностической системе как не несущий полезную информацию. В некоторых случаях, возможен его анализ как более простого для расшифровки канала. В любом случае, как и в первом случае, рекомендуется выполнять их отдельный анализ. При проектировании системы диагностики станка рекомендуется совместная обработка обоих каналов с предпочтением определённого канала в найденных частотных диапазонах.
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Рис. 1. Спектрограммы электромагнитного излучения и ЭДС резания при стачивании детали в виде последовательности конусов.
Режимы резания: V=50-100м/мин, S=0,2-0,7 мм/об, t=1-4 мм.

В проведенных экспериментах производилась запись  двух диагностичес-ких каналов – ЭДС резания и электромагнитного излучения (ЭМИ) зоны резания. Их спектрограммы приведены на рис. 1. Конструкция датчик ЭМИ состояла из катушки, на-мотанной непосредственно на державку резца и предварительного усилителя [5, 6]. Обработка велась на станоках 1А64, 1К62. Обрабатывае-мый материал: Сталь 50 и ХВГ. Изменение скорости резания и подачи в ходе экспериментов проводилось настройками станков. А изменение глубины достигалась оригинальностью формы заготовки. Она имела форму пирамидок. В процессе точения глубина резания изменялась от максимального значения до свободного хода резца. На рис. 1 моменты холостого хода видны пропусками сигнала через каждые 6–5 секунд.

При разработки нейромодели было отмечены похожий вид графиков информативности частот ЭДС и ЭМИ. Данные графики строятся по анализу нейросетевой обученной модели и отображают, насколько каждый из входных каналов повлиял на результат. Общность вида спектра этих каналов указывает на их общую природу.
Выводы. Таким образом, преимущества внедрение систем диагностики и управления на основе искусственных нейронных сетей следующие:

· высокая гибкость и в тоже время точность получаемого алгоритма;

· возможность контроля таких сложных параметров, как качество поверхностного слоя получаемого изделия;

· прогнозирование аварийных поломок инструмента;

· взаимозаменяемость по разным типоразмерам оборудования в одинаковых группах;

· быстрое и качественное дообучение по замеченным ошибкам или недоработкам непосредственно на оборудовании в цехе;

· нетребовательность к квалификации обслуживающего персонала.

Применение интеллектуальных алгоритмов позволяет значительно улучшить качество распознавать состояния технологического оборудования. Их реализация вполне реальна на платформах современных контроллерах металлообрабатывающего оборудования.
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